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收稿日期：２０２００７１４；在线发布日期：２０２０１２２１．本课题得到国家自然科学基金（６１８０６１９５）、中国科学院战略性先导科技专项
（ＸＤＢ３２０７００００）、北京市科技重大专项（Ｚ１８１１００００１５１８００６）资助．张铁林，博士，副研究员，中国计算机学会（ＣＣＦ）会员，研究方向为类脑
智能、脉冲神经网络优化、类脑机器人．Ｅｍａｉｌ：ｔｉｅｌｉｎ．ｚｈａｎｇ＠ｉａ．ａｃ．ｃｎ．徐　波（通信作者），博士，研究员，主要研究领域包括类脑智能、
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脉冲神经网络研究现状及展望
张铁林１），２）　　徐　波１），２），３）

１）（中国科学院自动化研究所　北京　１００１９０）
２）（中国科学院大学　北京　１０００４９）

３）（中国科学院脑科学与智能技术卓越创新中心　上海　２０００３１）

摘　要　脉冲神经网络（ＳｐｉｋｉｎｇＮｅｕｒａｌＮｅｔｗｏｒｋ，ＳＮＮ）包含具有时序动力学特性的神经元节点、稳态可塑性平衡
的突触结构、功能特异性的网络环路等，高度借鉴了生物启发的局部非监督（如脉冲时序依赖可塑性、短时突触可
塑性、局部稳态调节等）、全局弱监督（如多巴胺奖赏学习、基于能量的函数优化等）的生物优化方法，因此具有强大
的时空信息表征、异步事件信息处理、网络自组织学习等能力．ＳＮＮ的研究属于交叉学科，将深入融合脑科学和计
算机科学，因此对其研究也可以主要分为两大类：一类是以更好地理解生物系统为最终目的；另一类是以追求卓越
计算性能为优化目标．本文首先对当前这两大类ＳＮＮ的研究进展、研究特点等进行分析，重点介绍基于Ｓｐｉｋｅ的多
类异步信息编码、基于Ｍｏｔｉｆ分布的多亚型复杂网络结构、多层时钟网络自组织计算、神经形态计算芯片的软硬结
合等．同时，介绍一种融合生物多尺度、多类型神经可塑性的高效ＳＮＮ优化策略，使得ＳＮＮ中的信度分配可以从
宏观尺度有效覆盖到微观尺度，如全部的网络输出、网络隐层状态、局部的各个神经节点等，并部分解答生物系统
是如何通过局部参数的调优而实现全局网络优化的问题．这将不仅为现有人工智能模型提高其认知能力指明一种
可能的生物类优化方向，还为反向促进生命科学中生物神经网络的可塑性研究新发现提供启发．本文认为，脉冲神
经网络的发展目标不是构建人工神经网络的生物版本替代品，而是通过突破生物启发的多尺度可塑性优化理论，
去粗取精，最终实现具有生物认知计算特色的新一代高效脉冲神经网络模型，使其有望获得更快的学习速度、更小
的能量消耗、更强的适应性和更好的可解释性等．
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ｉｎｔｅｇｒａｔｉｎｇｔｈｅｏｒｅｔｉｃａｌｂｒｅａｋｔｈｒｏｕｇｈｓｉｎｂｉｏｌｏｇｙｉｎｓｐｉｒｅｄｍｕｌｔｉｓｃａｌｅｐｌａｓｔｉｃｉｔｙｐｒｉｎｃｉｐｌｅｓ，ｔｏｗａｒｄｓ
ｔｈｅｆａｓｔｅｒｌｅａｒｎｉｎｇｃｏｎｖｅｒｇｅｎｃｅ，ｔｈｅｌｏｗｅｒｅｎｅｒｇｙｃｏｓｔ，ｔｈｅｓｔｒｏｎｇｅｒａｄａｐｔａｂｉｌｉｔｙ，ｔｈｅｈｉｇｈｅｒ
ｒｏｂｕｓｔｃｏｍｐｕｔａｔｉｏｎ，ａｎｄａｌｓｏｔｈｅｂｅｔｔｅｒｉｎｔｅｒｐｒｅｔａｂｉｌｉｔｙ．

犓犲狔狑狅狉犱狊　ｓｐｉｋｉｎｇｎｅｕｒａｌｎｅｔｗｏｒｋ；ｂｒａｉｎｉｎｓｐｉｒｅｄｉｎｔｅｌｌｉｇｅｎｃｅ；ｍｕｌｔｉｓｃａｌｅｐｌａｓｔｉｃｉｔｙｐｒｉｎｃｉｐｌｅｓ；
ｃｏｇｎｉｔｉｖｅｃｏｍｐｕｔａｔｉｏｎ

１　引　言
脑科学与人工智能研究正在相互促进中迎来飞

速的发展，具有交叉学科特点的类脑智能研究也因
此受到人们日益广泛的关注．类脑智能算法的本质，
是期望从生物科学研究结果中得到结构、机制或功
能等方面的启发，来完善人工智能算法或引领其未
来发展的新方向，使得人工智能能够扩展、融合多
种认知能力，并从多方面逐步逼近甚至超越人类智
能水平．脉冲神经网络（ＳｐｉｋｉｎｇＮｅｕｒａｌＮｅｔｗｏｒｋ，
ＳＮＮ）的研究正处于类脑智能研究的核心，通过强
调高度类脑的结构基础和功能优化方法，尝试用计
算的方式加速对生物智能本质的理解，为形成新一

代的类人水平的人工智能模型奠定理论基础．
正如诺贝尔生理学或医学奖得主ＧｅｒａｌｄＭ．

Ｅｄｅｌｍａｎ所说：“脑科学知识即将奠定新时代的科学
基础，凭借脑研究的结果我们可以在疾病治疗等方
面取得进展，同时建成具有仿脑功能的新机器，有助
于我们更为深入地认识和了解人类智能本质”．２０１３
年，欧洲的人脑计划（ＨｕｍａｎＢｒａｉｎＰｒｏｊｅｃｔ，ＨＢＰ）
入选了欧盟委员会的未来旗舰技术框架项目［１］，该
计划的主要目标之一，是搭建以类脑脉冲神经元为主
体的大规模脑模拟器并力图在下一代类脑启发的信
息技术研究上获得突破．２０１４年，美国的高级情报
计划署开展了由脑皮层智能网络启发的机器智能项
目（ＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅｆｒｏｍＣｏｒｔｉｃａｌＮｅｔｗｏｒｋｓ，
ＭＩＣｒＯＮＳ）［２］，该项目的主要思路是通过采集、观
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察、重建和模拟大脑皮层的网络结构和脉冲信息处
理机制，以此来研发新一代的具有人类新皮层功能
特性的智能系统．２０１８年，ＭＩＴ联合内部五大学院
开展ＩｎｔｅｌｌｉｇｅｎｃｅＱｕｅｓｔ项目①，重点研究机器学习
算法，同时外延到通过计算机科学的见解来反向提
高对生物网络智能的认识．

以上这些计划的核心研究点之一就是探寻生物
网络智能的本质，如高效学习、稳定记忆、迁移泛化
等．长期“优胜劣汰”使得大脑遗传进化出良好的物
质和结构基础，在这个基础上，通过可塑性规则约
束，大脑可以后天习得越来越多的认知能力，如分
类、识别、记忆、决策等，并以此为基础逐渐扩展到更
高级别的复杂认知能力，如启发联想、独到创新等．
其中，学习和记忆对应着生物可塑性、稳定性等机制
的研究，涵盖了从离子通道和膜电位到突触、环路、
功能等多尺度的复杂动力学信息表征，这些也是机
器学习领域最为关注的机制之一．

自从１９４３年ＭｃＣｕｌｌｏｃｈ和Ｐｉｔｔｓ借鉴了生物神
经元的运算模式，首次提出了ＭＰ人工神经元模型以
后［３］，人工神经网络的研究开始逐步发展，一些具有
里程碑意义的神经网络模型也被相继提出，如１９５７
年的感知机（Ｐｅｒｃｅｐｔｒｏｎ）［４］、１９８２年的Ｈｏｐｆｉｅｌｄ网
络［５］、１９８３年的玻尔兹曼机网络［６］、１９８６年的反
向传播（Ｂａｃｋｐｒｏｐａｇａｔｉｏｎ，ＢＰ）网络［７］、１９８９年的
卷积神经网络（可以追溯到从Ｎｅｏｃｏｇｎｉｔｒｏｎ［８］到
ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ［９］，ＣＮＮ）、１９９７年
的脉冲神经网络［１０］、２００６年的深度置信网络（Ｄｅｅｐ
ＢｅｌｉｅｆＮｅｔｗｏｒｋ，ＤＢＮ）［１１］、２０１２年兴起的深度神经
网络（ＤｅｅｐＮｅｕｒａｌＮｅｔｗｏｒｋ，ＤＮＮ）［１２］等．

脉冲神经网络是源于生物启发的新一代人工神
经网络模型，如图１所示，属于深度学习的子集，且
具有较强的生物基础支撑．当前的以放电率为信息
承载主体的ＣＮＮ等属于非Ｓｐｉｋｅ模型．与之相比，
脉冲神经网络虽然也属于人工神经网络，但是更加
强调，以具有精确放电时间、具有事件驱动特性的
Ｓｐｉｋｅ作为信息运算的基本载体．虽然名字中着重
强调了“脉冲”这一生物网络的主要外显特点，但是
与之同样重要的还包括其它内隐属性，如具有高动
态复杂动力学的神经元节点（时序脉冲产生）、具有
强可塑性稳定性信息表征的突触结构（脉冲学习）、
具有复杂特异性功能的网络环路（脉冲功能表达）
等．脉冲神经网络的提出，标志着神经网络从以放电
率为主体的空间编码，逐步过渡到以精确Ｓｐｉｋｅ放
电和阈值下动力学膜电势为主体的时空混合编码．

新增的时间维度，使得更精细的生物计算模拟、更稳
定鲁棒的信息表征、更高效节能的生物可塑性网络
优化等成为了可能．

图１　脉冲神经网络的概念定位（参考文献［１３］并完善）

本文第２节将主要阐述ＳＮＮ网络的原理及优
势，特别对一些具有启发性的ＳＮＮ特点等进行着
重介绍；第３节将主要介绍以理解生物系统为目标
和以追求卓越计算性能为目标的两大类ＳＮＮ的研
究进展，并对已有的算法性能、软硬件框架及应用等
进行总结；第４节将重点介绍融合多类生物可塑性
的优化方法及可能的启发；最后第５节将对本文工
作进行总结及未来展望．

２　脉冲神经网络的原理及优势
现有的人工神经网络已经借鉴了部分的脑神经

信息处理方式，如非线性的神经元信息转换、权值可
变的突触更新、特定层级或循环的网络结构等．
ＳＮＮ网络具备了较好的人工网络基础，且同时

考虑了更多的生物细节，因此天然地可以作为人工
智能模型和生物神经系统的联通桥梁．未来，随着生
物神经科学的进一步发展，越来越多生物启发的、有
益高效的神经信息处理机制可考虑通过数学模型描
述的方式，表示、论证、测试、并迁移泛化到多类人工
智能模型中，为得到更智能、更高效的人工智能算法
提供帮助．因此，脉冲网络通过模拟和借鉴生物系
统，将在以下几个方面展现出优势．
２１　动力学特性的神经元信息表征

生物系统中可以根据放电模式粗劣地区分神经元
类型，如强直放电（ＴｏｎｉｃＳｐｉｋｉｎｇ）、相位放电（Ｐｈａｓｉｃ
Ｓｐｉｋｉｎｇ）、簇放电（ＴｏｎｉｃＢｕｒｓｔｉｎｇ和ＰｈａｓｉｃＢｕｒｓｔｉｎｇ）、
频率自适应放电（ＳｐｉｋｅＦｒｅｑｕｅｎｃｙＡｄａｐｔａｔｉｏｎ）、混
合放电等［１４］．这些不同放电模式的神经元，可以大
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致地分为比例多而种类少的兴奋性（Ｅｘｃｉｔａｔｏｒｙ，Ｅ）
神经元，以及比例少而种类多的抑制性（Ｉｎｈｉｂｉｔｏｒｙ，Ｉ）
神经元．不同神经元的动力学信息编码有较大的区
别，且适当比例的类型组合被发现可以显著减少神
经网络的能量消耗［１５１６］．

表１展示了几大类基本的神经元动力学节点公
式，其中ＨＨ模型具有最多１阶的膜电位吸引子；而
Ｉｚｈｉｋｅｖｉｃｈ模型采用有限个无量纲参数组合（如犪、犫等）
来表征多类丰富的脉冲发放模式，是一种构建二阶神

表１　动力学公式表征的神经元节点
神经元节点 动力学公式
ＨＨ模型 ｄ犞

ｄ狋＝－犵犖犪（犞－犞犖犪）－犵犓（犞－犞犓）＋犐

Ｉｚｈｉｋｅｖｉｃｈ模型［１４］
ｄ犞
ｄ狋＝０．０４犞２＋５犞＋１４０－狌＋犐
ｄ狌
ｄ狋＝犪（犫犞－狌）

Ｔｅｍｐｏｔｒｏｎ模型［１７］ 犞＝犝０（ｅ－
狋－狋犻
τ１－ｅ－

狋－狋犻
τ２）

经动力学方程的有效途径［１４］；类似的高阶动力学，
也可以采用直接设定膜电位变化过程来实现，如类
似Ｔｅｍｐｏｔｒｏｎ的突触后膜电位电压响应公式［１７］．

神经元的信息编码可以简单归纳为高阶微分动
力学过程：突触动态接收上游神经元轴突传来的
Ｓｐｉｋｅ序列（基本量纲为电势）并转为电流传到胞体
（基本量纲为电流）；胞体动态接收电流并最终发放
异步Ｓｐｉｋｅ信号，与此同时产生不应期和电位重置．
外界的输入电势或电流都将影响内部动力学方程的
极值，因此将会出现不同类型、不同数量的吸引子或
动态分岔，如１阶稳定吸引子、鞍结分岔、霍普夫分
岔等．因此，按照不同的动力学特征（如极值数目、分
叉范围等）来组织、定义不同类型的功能性神经元，
将可以有效控制神经元类型数目并广泛应用到多类
神经元组合的网络优化中．一些典型的神经元类型
及编码如图２所示．

图２　不同类型神经元的信息编码示例

２２　动力学特性的突触可塑性机制
众多突触可塑性机制的有机组合，是生物网络

实现高效信度分配的关键［１５，１８］．已有的生物研究结
果表明，生物系统中不存在类似ＢＰ的全局误差函
数调优，而是更可能由诸多局部突触可塑性快速、直
接地完成．这些局部、非监督可塑性的组合是如何实
现类似全局监督式的网络整体权重优化，值得下一
代人工神经网络重点借鉴．

已发现的生物可塑性学习规则，基本上也都可
以用多元、高阶的时空动力学方程来精确表示，且和
当前主流的基于“监督误差”的ＢＰ类传播方法有本
质差别，生物的可塑性多为“非监督自学习”方式：如
在局部突触可塑性方面，赫伯学习（Ｈｅｂｂ’ｓｌａｗ）［１９］
或脉冲时序依赖可塑性（ＳｐｉｋｅＴｉｍｉｎｇＤｅｐｅｎｄｅｎｔ
Ｐｌａｓｔｉｃｉｔｙ，ＳＴＤＰ）［２０］，描述了突触权值随神经元活
动状态改变的机制；又如短时突触可塑性（Ｓｈｏｒｔ
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ＴｅｒｍＰｌａｓｔｉｃｉｔｙ，ＳＴＰ）描述了一种突触内部的输入
输出稳态调控机制；突触自组织传播（Ｓｅｌｆｏｒｇａｎｉｚｅｄ
ＢａｃｋＰｒｏｐａｇａｔｉｏｎ，ＳＢＰ）［２１２２］描述了当前层的突触权
重可塑性可以通过下一层权重反向传播ＬＴＰ或者
ＬＴＤ得到；目标传播（ＴａｒｇｅｔＰｒｏｐａｇａｔｉｏｎ，ＴＰ）［２３２４］
描述了误差或者奖惩信息可以直接作为目标信息指
导所有中间神经元的状态调整；稳态调优［２５２７］描述
了局部的神经元状态达到纳什均衡，网络则会表现
出一种特殊的稳定状态，有助于后期网络具体能力
的学习．

脉冲神经网络很好地集成了上述的诸多可塑性
学习法则，通过将其动力学模型化，最终有机融合来
实现类似ＢＰ的学习效果，且在可解释、并行计算、
弱监督等方面取得突破．近期，美国加州大学洛杉矶
分校（ＵＣＬＡ）的研究团队在《科学》杂志上撰文称，
树突也可以产生复杂的电活动，如Ｓｐｉｋｅ等，且其数
量是胞体的１０倍以上［２８］．考虑到电活动是后续复
杂认知能力的基础（如学习、记忆、决策等），比例高、
数量大、放电多的树突结构将有可能取代胞体作为
基础的神经计算单元，同时也为人工模型中精细建
模突触动力学提供了实验依据．

动力学描述的突触变化公式如表２所示，犠为
产生突触可塑性的权重，狉为神经元的放电率，狊为
发生的Ｓｐｉｋｅ，犻为突触前神经元的位置，犼为突触后
神经元的位置，犽为后面一层神经元的位置，其它皆
为动力学相关的参数或网络内隐状态．这些高效实
时的、具有生物特色的非监督学习方式，大部分已经
被应用到图片识别［２９３４］、机器人时序动作学习［３５］等

表２　用动力学公式表征的突触可塑性准则
可塑性规则 动力学公式

标准ＳＴＤＰ［２０］ Δ犠犻，犼＝犃ｅ
Δ狋（）τ ， Δ狋＜０

－犃ｅ－Δ狋（）τ ，Δ狋＞
烅烄烆 ０

突触后微分ＳＴＤＰ［３６］ Δ犠犻，犼∝狉狋犻狉狋＋１犼－狉狋犻狉狋犼
突触前微分ＳＴＤＰ［３２］ Δ犠犻，犼∝狉狋＋１犻狉狋犼－狉狋犻狉狋犼
标准微分Ｈｅｂｂ Δ犠犻，犼∝狊狋犻狊狋犻
衰减微分Ｈｅｂｂ Δ犠犻，犼∝狊狋犻狊狋犻－犮

ＳＴＰ［３７］
Δ犐∝－犐τ犐＋犃犐犠犻，犼狌狓δ狋－狋狊（ ）狆
Δ狌∝－狌τ狌＋犃狌（１－犝）δ狋－狋狊（ ）狆
Δ狓∝－１－狓τ狓－狌狓δ狋－狋狊（ ）狆

ＳＢＰ［２０，２２］ Δ犠犻，犼∝犅ＬＴＰΔ犠＋
犼，犽＋犅ＬＴＤΔ犠－

犼，犽

类多巴胺资格迹的
奖赏传播［３８］

犣狋（狊）＝γ犣狋－１（狊）＋δ（狊－狊狉狑犱）
Δ犠犻，犼∝δＴＤ（狋）犣狋（狊）

领域，且取得了较好的应用效果．
２３　基于犛狆犻犽犲的异步信息编码

生物网络中的很多结构会对信息进行二次、多次
编码，如信息通过具有动力学信息编码的突触结构，
Ｓｐｉｋｅ信息会增强、衰减甚至延迟计算．这些不同的
编码模式会根据突触后膜的不同离子通道类型而发
生细微差别，这都将增强脉冲神经网络的异步时间
编码能力．在神经元外部，编码方法多用来将输入的
实值信号转换为带有时间信息的Ｓｐｉｋｅ序列信息，
由于编码的目的是尽可能无损地还原输入信息，因此
基于简单均匀放电的Ｓｐｉｋｅ序列编码最为常用［３９］．除
此之外还包括几大类基本信息编码，如图２所示．

（１）首个脉冲触发时间编码．生物证据表明，大
部分脉冲信息是在刺激产生的２０ｍｓ～５０ｍｓ内发
生传递，因此这种编码着重强调第一个脉冲的出现
时间，而对其它脉冲时间忽略或做小权重整合［４０］．
这种方法适用于编码刺激轮廓如边缘特征，且每个
神经元只能发放一个脉冲．

（２）延迟相位编码．该方法受到视网膜神经节
细胞的信息处理启发，即刺激越强，延迟越短，然而
需要额外的相位对齐［４１］．

（３）脉冲序列卷积学习编码．将模拟信号转为数
字信号（适合语音、ＥＥＧ脑电等），通过对刺激信号进
行反卷积，最小化编码和原始信息差异以实现最优编
码，典型算法包括ＢｅｎｓＳｐｉｋｅｒＡｌｇｏｒｉｔｈｍ（ＢＳＡ）［４２］、
ＨｏｕｇｈＳｐｉｋｅｒＡｌｇｏｒｉｔｈｍ（ＨＳＡ）等［４３］．

（４）泊松信息编码．泊松Ｓｐｉｋｅ编码符合生物发
现，且在脉冲序列估计、神经网络背景噪声的模拟中
被广泛采用［１５，４４］．然而，泊松编码通过长时序列的
泊松分布来对特定的精确数值进行估计，且估计数
值为泊松分布全时域的均值，因此理论上在有限时
间内无法得到精确编码．

（５）神经元动力学编码．神经元内部具有复杂
的动力学特性，膜电位本身可以是多个高阶吸引子
的动态组合，动态留存历史信息并在放电阈值、静息
电位阈值等方面产生可塑性．同时，单一的时间或者
空间信息经过神经元动力学编码成统一稳定的
Ｓｐｉｋｅ序列，有助于信息的交互及融合．在空间上，
固定时间窗口内的Ｓｐｉｋｅ放电数量也可以作为量化
的空间信息编码．因此，通过对膜电位构建高阶动力
学方程，同时加入多隐变量的信息调制，可以通过
时空融合实现复杂膜电位的动态更新［１６］．

（６）异步信息延时编码．一方面，突触的信息传
递能效、信息迟滞时间等和所处的空间位置、分叉级
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数、上下游突触电导等相对静态的变量高度相关；另
一方面，延迟也与当前时刻的放电频率、放电概率动
态相关．这些特点都极大地增强了脉冲神经网络的
非线性信息编码能力［４５］．

（７）脉冲神经元群体编码．考虑到单个神经元
具有概率放电特性，因此生物神经元群实现了采用
多神经元同时编码同一个信息，来达到稳定编码的
目的，典型的例子是海马体的位置细胞、视觉区内侧
颞叶、运动皮层等部位的细胞群等．群体编码通过均

匀高斯函数分配不同神经元感受野，用适量的神经
元冗余实现了较高精度的信息有效编码［４６］．
２４　多亚型的复杂网络结构

层级结构和环状结构是大多数神经网络的两大
类基础结构．如图３（ａ）展示了基于ＳＮＮ的基础层
级前馈结构，为三层全连接神经网络，具有积分放
电的神经元，以及不同的可塑性学习规则，如
ＳＴＤＰ、ＳＴＰ等．图３（ｂ）则介绍了环状网络结构，同
样含有类似的可塑性规则．

图３　脉冲神经网络架构及部分多尺度可塑性规则（（ａ）层级类型ＳＮＮ；（ｂ）环状类型ＳＮＮ．Ｅ为兴奋性神经元．Ｉ为抑制性神
经元．ＳＴＤＰ、ＳＢＰ、ＳＴＰ、ＢＰ、ＴＰ等为可选择的生物优化方法；（ｃ）融合多尺度生物启发的脉冲神经网络结构模型，含前
馈、卷积、多层循环等复杂基本单元，融合了多尺度的生物可塑性优化体系；（ｄ）不同脑区网络（海马［４７４８］、前额叶［４９］、丘
脑［４７］）、不同物种网络（鼠脑［４７］、猴脑［５０］、大肠杆菌［５１］）、不同其它复杂非生物网络（社交系统［５２］、文字关联网络［５３］）的三
元Ｍｏｔｉｆ分布，表征了不同复杂系统网络结构模式的异同，该模式与网络特定功能高度相关）

生物体不同尺度的脑连接结构十分复杂．目前
为止，以小鼠脑为例，突触级别（含连接方向）的全脑
连接图谱还未绘制完成．然而，部分脑区，如海马区、
皮质柱模块等，因为和具体的智能认知功能高度关
联而率先进行了多尺度的网络重构（不含突触，微米
级）和连接模式分析［４７］．

多点最小Ｍｏｔｉｆ网络可以作为基本的网络结构

单元展开重点分析，该方法也是解析复杂网络系统
功能的常用手段［５２］．以三点Ｍｏｔｉｆ为例，当不考虑
节点类型（如不同神经元类型）时，不同基元Ｍｏｔｉｆ
的组合为有限的１３类（如图３（ｄ）中第１行第３列
子图所示）．对于完成具体复杂功能的复杂网络，在
不同尺度上展现出的Ｍｏｔｉｆ分布往往具有较强的一
致性和稳定性．而对于功能特异性类型网络，相互之
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间的Ｍｏｔｉｆ分布具有较大的差异性［１８，５２］．
如图３（ｄ）所示，对于小鼠脑中的不同脑区，如

负责短时程到长时程记忆转化的海马区，生物网络
经过３点Ｍｏｔｉｆ分布分析，发现具有较多的环状网
络结构（如１３类Ｍｏｔｉｆ中的第１３类比例较高，该类
具有全连接的结构特点）．

前额叶皮层网络的Ｍｏｔｉｆ网络则展现出了更多
的层级前馈信息处理模式（如图３（ｄ）中第１和第４类
Ｍｏｔｉｆ［４９］，含４７０个神经元），因此适合的结构为层
级脉冲网络结构（如图３（ａ）），且常被用来实现特征
提取［４８］或功能分类［２５］．

与之相比，丘脑的网络连接模式则较为平
均［５４］，这也与丘脑的全局路由机制（同时兼顾前馈
和循环的信息处理能力）高度相关．类似的分析可以
发现，如图３（ｄ）所示，大肠杆菌［５１］的结构较为简单，
而社交网络［５２］、语言网络［５３］等相比之下较为复杂，
但是和生物脑结构相比，仍然稍显简单．

因此，通过多点Ｍｏｔｉｆ的具体分布分析，可以较
好地理解复杂的网络功能，甚至可以分析不同物种
的功能区别，如鼠脑［４７］、猴脑［５０］等．进一步地，通过
结合优化理论方法，还可以探究网络对于智能信息
处理的优势和限制等．如文献［５２］描述了一种根据
不同Ｍｏｔｉｆ的环路分布来分析网络稳定性，以此达
到理解生物网络的稳定信息表征能力．文献［４７］通
过探讨鼠脑已知的４８个脑区的内部微观Ｍｏｔｉｆ分
布，结合脑区之间的介观尺度的Ｍｏｔｉｆ网络连接分
布，提出了一个学习宏观微观Ｍｏｔｉｆ分布规律的神
经网络模型，该模型可以较好地实现对生物未探测
脑区的微环路预测（约含有１００多个脑区及核团），
是一种采用计算的方式来弥补生物发现不足的有效
手段．此外，基于不同的Ｍｏｔｉｆ检测算法［５５］，可以对
有向无向连接突触、单类型多类型神经节点等实
现区别性建模，为进一步理解其网络功能提供基础
理论方法支撑．
２５　极低能耗的网络信息处理

人工网络总体的复杂性约等于节点复杂性乘以
网络结构复杂性．对于深度学习网络来说，达到某个
特定总体复杂度，当节点的复杂性较为简单（如人工
网络中的简单激活函数）时，网络结构复杂性需要非
常复杂（如更多的层级、神经元数目或者环状网络连
接）．与之相比，脉冲神经网络的节点适当复杂（如含
有高阶的动力学方程）时，对于达到同等的总体复杂
性，网络的结构复杂性可以相比深度学习网络极大
下降．脉冲网络通过丰富节点的复杂性，使得前馈

ＳＮＮ可比拟环状ＤＮＮ（时间折叠），浅层ＳＮＮ可比
拟深层ＤＮＮ（空间折叠），由此得到优异的网络性
价比．

另一方面，相比较人工网络的巨大能量消耗（如
ＡｌｐｈａＧｏ耗费了１２０２块ＣＰＵ和１７６块ＧＰＵ）［５６］，
而人脑只有大约２０Ｗ左右的能量消耗．这其中的一
个主要的原因，是生物神经网络只有当膜电位达到
放电阈值才激发神经脉冲进而发生信息传递，而大
部分的生物神经元在活动周期中都处于静息状态．
这种独特的信息传递方式在神经拟态器件中将发挥
超低能耗运算的优势［５７］．
２６　多时钟自组织计算

在脑区内部，生物网络通过多神经元群体编码，
对不同维度的输入数据内部信息进行自动关联学习．
如在传统的神经网络学习的狔＝犳（狓）映射基础上，
生物网络还会增加对输入数据本身进行狓狋→狓狋＋１的
内部时间关联建模，这种关联发生在突触上，将对网
络的稳定存储提取、甚至信息的启发式联想等能力
带来帮助［４８］．

在脑区外部，生物网络具有明显的分区分块、协
同工作的特点．不同脑区之间的兴奋性和抑制性长
程投射，和各个脑区参与、协同的功能高度相关，如
丘脑脑区的信息路由机制、海马脑区的长短时程记
忆转换机制、基底节的多巴胺信息奖励机制等．

由此，网络形成了突触时钟、神经元内部时钟、
网络环路时钟等多尺度、独立的异步计算过程．这将
使得脉冲神经网络在保持不同尺度内部独立稳定功
能的基础上，同时具有快速的迁移泛化和新知识的
组织学习能力．
２７　认知增强和抵御干扰能力

深度借鉴生物信息处理机制的另一个原因，是
现有的人工网络（如ＤＮＮ等）正在逐渐面临越来越
多的困难挑战，如节点复杂性远低于网络复杂性导
致网络结构复杂难以理解［５８］、待调优参数数量和任
务复杂性不匹配导致欠／过拟合［５９］、单一的优化目
标损失函数导致习得的网络通用性差［６０］、长程时序
信息处理能力较弱且容易导致灾难性遗忘问题［６１］．

深度网络虽然对特定样本的识别正确率很高，
但是显然模型并没有真正达到对图片形成符合人类
认知水平的理解，因此容易发生啼笑皆非的测试结
果，如将黄黑色条纹的纹理图片以极高的置信度识
别为校车［６２］．通过生成对抗网络形成的对抗样本很
容易欺骗大多数的深度学习网络［６３］，极端情况下甚
至存在不可察觉的噪声欺骗攻击［６２］、单像素改变欺
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骗攻击等［６４］．
脉冲神经网络在多方面展示出相对ＤＮＮ更高

潜力的鲁棒特性．脉冲的概率信息发放、泊松信息编
码、群编码等，使得信息在ＳＮＮ中有更高的鲁棒
性，不容易被随机的背景环境噪声所影响［１５，４８，６５］．
ＳＮＮ中的多种可塑性学习约束，也使得网络不容易
陷入极端的过拟合状况，且ＳＮＮ本质上是一类时
序动力学模型，因此常规的通过生成对抗网络的函
数拟合攻击（更多的是空间拟合而非时间拟合）也更
加困难．一些通过对传统的深度学习网络中加入生
物认知约束的尝试，也一定程度上提升了现有模型
的防攻击能力［６６］．最近的生命科学研究也表明，兴
奋性和抑制性神经元的配合可能是信息稳定表征的
关键［６７］，这个稳定性将高于Ｐｏｓｓｉｏｎ放电带来的不
确定性，为生物系统的稳态维持提供了更充分的生
物机理解释，也对生物网络抵抗噪声干扰提供了一
种可能的解释．

考虑到现有人工神经网络所忽略的很多生物细
节可能恰恰是实现类人脑智能的关键，因此，通过生
物网络结构、生物学习机制等启发，将为现有人工智
能模型提高其认知能力指明一种可能的生物优化方
向，最终使其具备更为强大的智能信息感知、认知、
分析决策、自适应等能力．
２８　融合已有成果体现交叉学科优势

如图４所示，脉冲神经网络通过同时借鉴生物
系统的多尺度可塑性机制以及当前深度神经网络的
成熟优化方法，将利用神经科学、计算机科学、物理
科学等多学科交叉的优势，从多学科、多视角，将微
观的神经元动力学、ＳＴＤＰ、ＳＴＰ等，介观的ＳＢＰ、侧
抑制、网络动力学等，宏观的多巴胺奖赏学习等，与
人工网络的ＢＰ、ＴＰ、卷积、权值量化等有机融合，综
合实现低能耗、自组织、高鲁棒性、高认知能力的新
一代人工智能模型，并反向促进生物领域的进一步
科学发现．

图４　脉冲神经网络用于搭建生物和深度神经网络的桥梁并启发新一代人工智能模型

３　脉冲神经网络已有研究进展
如何高效优化复杂的脉冲神经网络模型是近些

年研究的重点，且优化方式根据优化目标的不同而
有极大地差别．此外，同步支持ＳＮＮ的计算框架和
匹配硬件也取得了快速的发展，为ＳＮＮ的优化测
试和大范围应用提供了良好的基础．
３１　以理解生物系统为目标的犛犖犖优化进展

以理解生物系统为最终目标，采用的优化方法
要尽可能的满足已知的生命科学发现，如脉冲时序
依赖可塑性（ＳＴＤＰ）［３０３２，４４，６８６９］、短时突触可塑性
（ＳＴＰ）［２６］、神经元侧抑制（Ｌａｔｅｒａｌｉｎｈｉｂｉｔｉｏｎ）［７０］、
Ｄａｌｅ准则（同一个神经元的突触类型相同，突触权
值同为正或同为负，且不可相互转换）［７１７２］、兴奋抑
制神经元平衡［７３７４］、树突棘动态生长消亡［７５７６］、生
物自组织反向误差传播（ＳＢＰ）［２２，７７］、目标传播

（ＴＰ）［７８７９］，及其上述准则的不同变体等．通过将这
些受生物现象启发的学习规则加入到ＳＮＮ学习框
架中来，以尝试让ＳＮＮ具有类人认知水平的多模
态信息处理能力、低能耗运算能力、鲁棒认知能
力等．

在记忆认知的理解方面，Ｚｅｎｋｅ组合了多种微
观神经可塑性规则，如Ｈｅｂｂ规则、三相ＳＴＤＰ、时
序异步突触后可塑性、介质调节的突触前可塑性等，
通过构建循环的ＳＮＮ网络，采用漏电积分放电
（ＬｅａｋｙＩｎｔｅｇｒａｔｅｄａｎｄＦｉｒｅ，ＬＩＦ）神经元模型进行
建模，实现了多可塑性融合的学习和记忆网络，该网
络可对几类简单的不同形态、轮廓的特征图片信息
进行存储和记忆重现，充分展示了ＳＮＮ的信息存
取能力［７０］．

在多认知任务模拟方面，汪小京团队通过对兴
奋性和抑制性神经元组建的ＳＮＮ微环路的模拟，
为多种、多尺度的认知任务进行了计算模拟，如感
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知、决策、工作记忆保持、网络稳定周期放电等，该工
作将有可能在介观和宏观的生物智能现象的解释上
发挥重要作用［７４］．

在大脑皮层网络模拟方面，美国工程院院士
ＪｅｆｆＨａｗｋｉｎｓ通过对大脑６层脑皮层的不同层间关
系的生物学解剖结果分析，构建了类脑皮层的分层
时序记忆模型（ＨｉｅｒａｒｃｈｉｃａｌＴｅｍｐｏｒａｌＭｅｍｏｒｙ，
ＨＴＭ）算法①．ＨＴＭ模型可以整合时序和多层次记
忆之间的关系，为时序数据信息抽取和模态预测提
供了新的思路．最新的评测分析显示，与长短期记忆
网络（ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，ＬＳＴＭ）和门控循
环单元（ＧａｔｅｄＲｅｃｕｒｒｅｎｔＵｎｉｔｓ，ＧＲＵ）相比：在纯粹
的时序预测任务下，ＨＴＭ不仅没有体现性能优势
反而会消耗更多的计算时间［８０］；然而在异常检测任
务下，ＨＴＭ仍然可以有较好的能力发挥［８１８２］．由此
可以看出，合适的结构特点与特定的功能任务匹配
适应才会发挥类脑ＨＴＭ模型的最大优势．

在以ＳＴＤＰ为主的空间信息处理方面，Ｄｉｅｈｌ
采用两层ＳＮＮ网络以及ＬＩＦ神经元模型，相邻层
神经元采用非监督ＳＴＤＰ的方式进行学习映射．在
训练阶段，从输出层挑选出对特定类别输入信息选
择性放电最强的部分神经元作为特定类别的标记．
在测试阶段，通过统计标记神经元数量判断输入信
息类别．该方法在ＭＮＩＳＴ数据集上可以达到９５％
的测试正确率［３３］．该工作后续被继续优化提升为
９６．７％正确率［２９］，通过提出了一种融合多种神经可
塑性和多巴胺调制的脉冲网络有监督学习算法，可
塑性包括侧向抑制、多巴胺调制、对称ＳＴＤＰ、突触
权值归一化、动态的放电阈值等，最后通过强制与输
入标签信息关联的输出神经元高频放电，来有效加
入监督信息．文献［３１］采用多层卷积、ＳＴＤＰ、信息
延迟等计算方式，来对不同的输入信息图像进行
自组织的非监督学习，并在习得了鲁棒特征后，再
单独加入一个独立的监督学习模块如支持向量机
等，实现高效的图像特征分类．文献［８３］提出采用
ＳＴＤＰ和强化学习ＲｅｗａｒｄＳＴＤＰ来组合优化基于
ＰｙＴｏｒｃｈ的多层ＳＮＮ，该网络带有卷积结构，采用
分级编码方式，在ＭＮＩＳＴ数据集上达到了９７．２％
的正确率．

在以ＳＴＤＰ为主的时序信息处理方面，文献
［８４］提出基于卷积结构、ＳＴＤＰ非监督特征学习的
ＳＮＮ进行孤立词语音识别，基于首个脉冲发放时间
编码，将语谱图转换为脉冲序列，具有能耗低、生物
合理性强、性能优越等特点，如在ＴＩＤＩＧＩＴＳ标准数

字语音数据集上分类准确率达到９７．５％．
在Ｄａｌｅ准则的必要性方面，Ｗａｄｅ提出了一种

基于ＢＣＭ（ＢｉｅｎｅｎｓｔｏｃｋＣｏｏｐｅｒＭｕｎｒｏ）和ＳＴＤＰ相
结合的突触权值更新方法［８５］，并结合兴奋和抑制性
突触，模型得到了相比无抑制性突触的ＳＮＮ更好
的分类结果：如在Ｉｒｉｓ数据集合（包含３种不同类型
的鸢尾花的５０个样本）中达到了９５％的正确率，且
在Ｗｉｓｃｏｎｓｉｎ癌症诊断数据集合中达到了９６％的
正确率．

在动力学神经元性能分析方面，Ｂｅｙｅｌｅｒ采用了
更为复杂的Ｉｚｈｉｋｅｖｉｃｈ动力学神经元模型替换了简
单的ＬＩＦ神经元，使用电导依赖的突触可塑性以及
ＳＴＤＰ学习规则，虽然在ＭＮＩＳＴ数据集上只得到
了约９０％的识别正确率，但却是复杂化神经元动力
学的一次有效尝试［６８］．我们自己的工作也进一步分
析了不同的复杂神经元动力学对于不同的时间、空
间任务的作用和联系，并发现一些基础的神经元可
以通过自组织实现更好的时空信息处理［８６］．

对微观可塑性的规则组合也是研究的重点，各
个规则既要发挥各自作用又要避免冲突．我们之前
的工作中［１５，２５２６，８７］，神经元的动态分配、突触的生长
消亡、不同类型的背景噪声、不同类型的ＳＴＤＰ、兴
奋和抑制性神经元等多条可塑性规则被作为重要机
制引入到ＳＮＮ的学习中来，且模型的正确率会随
着规则的增多而逐步提升［１５］，展现出了ＳＮＮ中不
同机制的独特作用，也为ＳＮＮ的可解释性提供了
帮助．除此之外，一些传统的方法，如Ｒｅｓｕｍｅ等，因
为其算法本身局限性而大多应用于较为简单的液体
状态机（ＬｉｑｕｉｄＳｔａｔｅＭａｃｈｉｎｅ，ＬＳＭ）网络［８８］中，如
实现视频流模式区分［８９］、语音编码［７９］等．

以上这些方法都着重依赖使用生物可解释的
可塑性法则来优化ＳＮＮ网络，并在这个过程中逐
步提升对生物计算方式、方法的理解和认识．更多
最新脉冲神经网络的评测结果如表３所示，可以发
现ＢＰ类的优化方法会给ＳＮＮ带来更好的性能，然
而这类努力却对揭示生物启发计算，以及提高对
ＳＮＮ内部状态的可解释性等帮助甚微．对生物计
算的理解和对传统指标最优性能的提升，是目前
脉冲网络研究的正反两面．然而在未来，随着更多
的如可塑性、动力学等优化理论的突破，将有可能
使两者合二为一，共同助力新一代人工智能模型
的实现．
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表３　不同类型犛犖犖模型在小规模标准数据集上评测结果
模型结构 监督ＢＰ 学习规则 性能／％

ＭＮＩＳＴ

多层前馈［６８］是否ＳＴＤＰｌｉｋｅ，Ｓｐｉｋｅ＋Ｒａｔｅ９１．６０
二层前馈［９０］否否ＳＴＤＰ，Ｓｐｉｋｅ＋Ｒａｔｅ ９３．５０
二层前馈［３３］否否ＳＴＤＰ，Ｓｐｉｋｅ ９５．００
三层卷积［８３］是否奖赏ＳＴＤＰ，Ｓｐｉｋｅ ９７．２０
多层前馈［３１］否否ＳＴＤＰ，Ｓｐｉｋｅ ９８．４０
三层前馈［２６］是否稳态＋ＳＴＤＰ，Ｓｐｉｋｅ ９８．６４
三层前馈［８６］是是Ｍｅｔａ神经元，Ｓｐｉｋｅ＋Ｒａｔｅ９８．６９
多层卷积［９１］否是Ｒｅｗａｒｄ＋ＴＰ，Ｓｐｉｋｅ＋Ｒａｔｅ９９．０１
多层卷积［９２］是是伪ＢＰ，Ｓｐｉｋｅ＋Ｒａｔｅ ９９．１０
多层卷积［６５］是是循环＋伪ＢＰ，Ｓｐｉｋｅ＋Ｒａｔｅ９９．５０
多层卷积［９３］是是ＳＴＲＳＢＰ，Ｓｐｉｋｅ＋Ｒａｔｅ９９．６２

Ｃｉｆａｒ１０
三层前馈［８７］是否Ｃｕｒｉｏｓｉｔｙ＋ＳＴＤＰ，Ｓｐｉｋｅ５２．８５
一层卷积［９１］否否Ｒｅｗａｒｄ＋ＴＰ，Ｓｐｉｋｅ＋Ｒａｔｅ５３．１１
深度网络［９４］是是ＡＮＮＳＮＮ转换，Ｒａｔｅ ９１．５５

ＴＩＤＩＧＩＴＳ
ＬＳＭ［９５］ 是是ＢＰ，Ｓｐｉｋｅ ９２．０３
多层卷积［９１］否否Ｒｅｗａｒｄ＋ＴＰ，Ｓｐｉｋｅ＋Ｒａｔｅ９４．８６
ＳＯＭＳＮＮ［９６］是是ＳＯＭ＋ＢＰ，Ｓｐｉｋｅ＋Ｒａｔｅ９７．４０
一层卷积［８４］是是首脉冲＋ＢＰ，Ｓｐｉｋｅ＋Ｒａｔｅ９７．５０

３２　以追求卓越计算性能为目标的犛犖犖进展
另一类是以追求卓越计算性能为最终目标，采

用的优化方法不局限于生物约束，特别地可以采用
基于ＢＰ的不同变体实现ＳＮＮ的优化，如代理梯
度［９７９８］，ＢＰ训练ＤＮＮ后转化为ＳＮＮ［９９］，对ＳＮＮ
的Ｓｐｉｋｅ平滑近似使其满足可微分条件［１００１０５］，以及
其它以ＢＰ为基础的近似或等价优化等．

受到神经元动力学特性的启发，脉冲神经单元
（ＳｐｉｋｉｎｇＮｅｕｒｏｎＵｎｉｔ，ＳＮＵ）通过内部环路实现类
似ＬＩＦ的动态工作机制，同时结合ＢＰ的优化方法，
在保证多层ＳＮＮ的有效学习的同时，尽可能地保
留了生物神经节点的时序动力学信息处理特点，如
非线性信息积累、膜电位无输入自动衰减、固定阈值
放电等，在ＭＮＩＳＴ数据集上可以达到较高的
９９．５％的正确率，同时支持音乐和弦（如巴赫）的预
测［１０１］．由于ＳＮＵ支持ＢＰ优化，因此在更复杂网络
上也取得了较广泛的应用，如ＮＭＮＩＳＴ［６５］、动态手
势动作ＤＶＳＧｅｓｔｕｒｅ分类等［８６］．

受到生物网络含噪运算的启发，Ｌｅｅ等人构建
了多层次的ＳＮＮ，并采用生物ＬＩＦ模型建模，通过
分析已有的多种生物网络中的噪声信号特性，如非
均匀泊松噪声、固定频率噪声等，开创性地将现有的
ＬＩＦ神经信息放电看作噪声的一种，把原本非连续
的神经膜电位信息等价为连续的神经元模型，然后
采用ＢＰ的方式优化，同样达到了较高的分类精
度［１０２］．训练后的网络很适合对模糊放电信息的处
理，从侧面表现出ＳＮＮ网络强大的时空信息整合
能力．类似工作还包括类脑环状网络结构启发的噪

声抵抗ＳＮＮ模型等［１５，４８，６５］．
代理梯度是另外一种有效优化ＳＮＮ的方法，一

般采用ＶａｎＲｏｓｓｕｍＤｉｓｔａｎｃｅ计算代价函数，在ＢＰ
优化过程中，用连续膜电位变量替换离散Ｓｐｉｋｅ的优
化推导，如将膜电位中不可微分项去掉（含Ｒｅｓｅｔ和
Ｓｐｉｋｅ项），用膜电位的动态变化替换ＢＰ的二值状
态，使得网络可以最终通过近似ＢＰ的方式求
解［９７，１０６］，且基本达到在收敛速度和正确率上和标准
ＢＰ可比较．类似的尝试也发生在环状脉冲神经网络
中，文献［１０４］通过融合ＢＰＴＴ（ＢａｃｋＰｒｏｐａｇａｔｉｏｎ
ＴｈｒｏｕｇｈＴｉｍｅ）和动态网络结构调整，实现了与
ＬＳＴＭ网络的同等性能．

将ＤＮＮ预先通过ＢＰ训练，然后转化为ＳＮＮ，
也是一种高效的ＳＮＮ实现方法［９２，１０７］，这些方法在
ＤＮＮ训练阶段将权值限制到０附近的极小范围内，
使得ＳＮＮ转化后的ＬＩＦ信息编码可以处于激活函
数的近似线性空间内（如－０．０５到０．０５之间），转
换后通过统计神经元的放电频率来计算网络输出
状态，进而计算较为准确的输出误差［１０３，１０８］．这种
方法可以利用ＢＰ达到较高的计算性能，但是由于
多种限制使得相比于纯粹ＤＮＮ的实验结果，性能
稍弱．

遗传演化算法也是一种候选的ＳＮＮ优化方
法．通过逐步挖掘局部信息处理对全局优化的影响
关系，经过剪枝、遗传、演化、适应等一系列优化步骤
后，最终学习后的ＳＮＮ在某些特定认知任务中可
以展现优势［７５，１０９１１０］．然而由于演化算法的随机性，
以及发挥主要作用的适应函数对微观网络权值优化
方向的弱限制性，因此在达到同样网络性能条件下，
遗传演化算法往往需要超出同类方法更多的迭代优
化计算时间［７５，１１１］．

脉冲耦合神经网络［１１２］是ＳＮＮ中的一类特别
分支，基本原理是将信息（如图像像素）及其周围邻
域的信息同步输入到网络中，根据这些输入信息值
的大小关系输出局部整合结果，类似于数字图像处
理中的卷积滑动掩膜矩阵，可以等价实现多种图像
处理或增强效果，如平滑、滤波、边缘增强等．这些及
其它相关的有效尝试，都为人工智能模型和生物发
现的深入结合［１１３］提供了可能的思路．

除此之外，一些较为传统的方法，如用神经元精
确放电的Ｓｐｉｋｅ时刻来表征网络信息的传递，可以看
作是另一种融合ＢＰ优化的有效途径．ＳｐｉｋｅＰｒｏｐ［１１４］
通过限制网络中神经元的脉冲发放次数，通过ＢＰ
的方法根据放电时差来优化调节每层的权重数值．

６７７１ 计　　算　　机　　学　　报 ２０２１年



相似的ＱｕｉｃｋＰｒｏｐ［１１５］等改进版本也在运算速率、非
线性运算等方面展现了优势．然而，本质上基于时域
ＢＰ的方法使得这些ＳＮＮ网络学习速度较慢．特别
地，对于特殊的没有脉冲发放的状况下，网络将不会
产生可学习的有效梯度，进而拖慢了ＳＮＮ的拟合
速度．Ｔｅｍｐｏｔｒｏｎ［１７］丰富了神经元节点的信息表
达，通过计算目标和实际输出的最小化，实现突触权
值的优化，采用了类似ＢＰ的方法，但是只适用于较
少的神经元数量．
３３　犛犖犖的软硬件框架及应用

部分ＳＮＮ框架被用来实现较小规模的神经元功
能仿真模拟，主要以理解生物系统为目标．Ｎｅｕｒｏｎ［１１６］
和ＮＥＳＴ［１１７］是两个常用的框架，支持Ｐｙｔｈｏｎ、Ｃ＋
＋等多类语言接口及可视化界面等，支持刻画较为
精细的神经元活动的动力学过程，如ＬＩＦ、ＨＨ、
Ｉｚｈｉｋｅｖｉｃｈ等点神经元，或含有复杂结构的多房室、
管道模型等．除此之外，还支持多类突触的单独建
模，如电突触、ＡＭＰＡ、ＮＭＤＡ、ＧＡＢＡ等．

部分ＳＮＮ框架可以实现特定任务的、较大规模
的脉冲神经网络优化计算，除了支持多种神经元模
型，还支持多类的突触可塑性，如ＳＴＤＰ、ＳＴＰ等，因
此可以针对特定数量的神经元群体进行可塑性学
习．如Ａｕｒｙｎ［１１８］支持了信息在网络环路中的学习、
记忆；Ｂｉｎｄｓｎｅｔ［１１９］、ＰｙＮＮ［１２０］和Ｂｒｉａｎ２［１２１］等，基于
Ｐｙｔｈｏｎ语言，较好地支持了多神经元组网可用于
特定模式的识别任务，包括图片分类如ＭＮＩＳＴ、
Ｃｉｆａｒ１０等，或语音识别如ＴＩＭＩＴ等，特别地对于
异步数据集有较好的支撑能力（如ＤｖｓＧｅｓｔｕｒｅ［１２２］、
ＤＶＳＣｉｆａｒ１０［１２３］、ＮＭＮＩＳＴ［１２４］等），可以实现关联
记忆、自主识别、自主学习等；ＧｅＮＮ［１２５］基于Ｃ＋＋，
对软件模拟加速及能耗作了特别的优化处理．
Ｎｅｎｇｏ［１２６］是一种支持特定函数设定下的Ｓｐｉｋｅ转
换框架，可以灵活地实现任意指定函数的Ｓｐｉｋｅ模
拟，但是对可塑性学习的支持较弱．

脉冲神经网络软件框架的快速发展，使得对应
的应用可以更快地扩展到越来越多的场景中，特别
地，对于有限尺寸、低能耗、并行计算等有较高需求
的应用场景，如机器人芯片、高性能模拟计算、模式
识别加速器、事件高速摄像机等，已经逐步开始展示
出了巨大的应用潜力．

《自然杂志》上发表论文称［１２７］，科研人员在最
基本的单个忆阻器上实现了存储和计算的融合，可
以将氧化物忆阻器的集成规模提高一个数量级，并
基于实现的１０２４个氧化物忆阻器阵列搭建原型计

算系统．该系统可以使用电子突触阵列实现人脸识
别，在耶鲁大学人脸图片库（ＹａｌｅＦａｃｅＤａｔａｂａｓｅ）上
的性能评测中，实现了与现有ＣＰＵ接近的识别率
和泛化能力，且保持极低的能耗．

针对神经形态芯片面临的编程挑战，清华大学
团队［１２８］提出了定制化的ＮＥＵＴＲＡＭＳ（Ｎｅｕｒａｌ
ＮｅｔｗｏｒｋＴｒａｎｓｆｏｒｍａｔｉｏｎ，ＭａｐｐｉｎｇａｎｄＳｉｍｕｌａｔｉｏｎ）
系统工具，该工具可实现神经网络转换算法，具有可
配置的时钟驱动神经芯片模拟器．在该工具的支持下
可以实现ＣＭＯＳ神经芯片的构建，可以同时支持
ＳＮＮ和ＤＮＮ的信息处理．类脑计算芯片“天机芯”［１２９］
同时支持传统的机器学习算法和新一代类脑脉冲神
经网络算法，并在自动驾驶自行车上验证了芯片的
语音识别、控制追踪、自动避障等功能．

神经形态芯片ＴｒｕｅＮｏｒｔｈ含有约５４亿个硅晶
体管、４０９６个内核、１００万个神经元和２．５６亿个突
触，可以实现基于ＳＮＮ的类脑情感计算［１３０］、ＳＮＮ
生态系统构建［１３１］等．Ｎｅｕｒｏｇｒｉｄ模拟了由数十亿个
突触实时连接起来的上百万个神经元，可支持高性
能计算机和类脑机器人芯片，目前的进展包括高通
量脑信息处理［１３２］、脑机接口神经信息记录［１３３］等．

浙江大学联合之江实验室研发的类脑计算机，
神经元数量有１．２亿，突触数量有７２０亿，达到了普
通小鼠大脑的神经元（约７１００万）和突触规模，典型
运行功耗只需３５０～５００瓦，从另一个侧面验证了神
经形态器件的低能耗特性．

同期，英特尔公司展示了其最新的Ｐｏｈｏｉｋｉ
Ｂｅａｃｈ芯片系统，模拟的神经元数量达到８００万，突
触数量达到８０亿，并统一封装在了Ｌｏｉｈｉ芯片中［１３４］，
初步在高灵敏气味感知、识别等方面发挥作用．

类脑算法和硬件的协同发展，将充分发挥各自
的性能优势，在存算一体、低能耗、并行运算、小型
化、多用途等方面发挥优势，特别地，也将为大规模
科学模拟、复杂环境计算、实时动态建模等问题提供
新的解决方案．

４　多尺度可塑性的犛犖犖优化方法
目前发现的生物可塑性大多是自组织、无监督

的，因此在研究生物可塑性方法优化脉冲神经网络
中，重点是网络信息的稳态表征、基于能量最优的网
络优化、多模态时空信息融合等．在这些方面的研究
可以追溯到液体状态机（ＬＳＭ）．该网络由输入端、
隐层状态机和输出端构成．只有输出端的权重部分
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需要监督调整，来指导网络实现特定功能的学习（如
分类［１３５］、预测［１３６］、规划［１３７］等）．隐层状态机则主要
进行高维度的时空信息编码，或者利用可塑性来实
现非监督的部分权重优化．这样特殊的监督非监督
优化分离的模式，使得ＬＳＭ网络具有学习速度快、
训练代价小、时空信息融合充分、硬件实现容易等
特点．

另一个值得一提的例子是离散Ｈｏｐｆｉｅｌｄ网络，
该网络将所有的输入节点全连接组成环状结构．在
训练阶段，通过Ｈｅｂｂ法则来非监督地学习信息之
间的内部关联，这个学习过程可以等效为对能量函
数的最优化．能量定义为权重和其相邻神经元状态
的乘积和，且会随着训练迭代而逐渐降低．在测试
阶段，网络通过固化的权重还原输入信息，实现噪声
去除、信息恢复等［４８，６５］．受限玻尔兹曼机可看作
Ｈｏｐｆｉｅｌｄ网络的延伸，用基于能量的约束方法来最

优化邻层网络权重，并在部分训练周期中与损失函
数融合微调网络权重．这类特殊的基于能量而非损
失函数（如网络输出和标签之间的平方误差和）的学
习方式，使得网络学习可以从强监督逐步迈向更加
高效和实用的半监督、弱监督等．

ＬＳＭ和Ｈｏｐｆｉｅｌｄ网络虽然是两类较为传统的
人工网络模型，但是仍然给后续的ＳＮＮ网络优化
提供了启发，也是本章节多尺度可塑性实现的关键．
如图５所示，多层前馈ＳＮＮ网络的前几层主要起到
稳定信息内部表征的作用，且可塑性变化和具体的
任务目标无关；后几层的突触可塑性变化更多地和
具体任务强关联［２５２６，４８，８７］．对于不同的任务类型，存
在从宏观到微观、从输出到输入的反向信息调节（如
多巴胺引导、ＳＢＰ可塑性传播、目标传播等），且将
在不同的时间尺度发挥作用，如神经元内部时钟、网
络层级时钟等．

图５　基于多尺度可塑性的脉冲神经网络多时钟示意框图

４１　基于微观尺度可塑性的犛犖犖优化
微观尺度的网络复杂性表现在离子通道、突触、

神经元等层面［１３８１３９］．首先，信息经过不同突触后膜
离子通道的选择性打开和关闭，实现信息的初步变
换；进一步，信息在突触层面因为囊泡释放、线粒体
供能等限制，分别表现出短时突触可塑性、长时突触
可塑性等不同机理的动态信息变换；然后，经过神经
元胞体模型的非线性变换，将连续信号转换为非连
续的、不可微分的脉冲膜电势信号．经过这些步骤，
信息将至少经历门控、积分、二值化、非线性衰减、时
延等步骤，使得ＳＮＮ在微观尺度上展现出具有复
杂动力学特点的信息处理能力［１４０］．

生物网络自身优化依靠的是不同尺度的生物可
塑性．ＳＴＤＰ［３１］、ＳＴＰ［２６］、ＲｅｗａｒｄＳＴＤＰ［８３］、Ｄａｌｅ准
则等都可以视为微观尺度可塑性，重点描述发生在
单个神经元或者单个突触位点上的学习特性，这个
尺度的规则在生物实验中较容易测得，因此种类数

量也是最多．其它相关或不同尺度的突触可塑性学
习法则如图６所示．神经元结构和突触结构会随着
自身的放电活动情况的不同而发生微观尺度的神经
可塑性变化，这些变化是非监督的，因此网络习得的
是一种数据内部信息关联的稳态表征，和具体应用
任务无关．

图６　通过多尺度动力学实现的不同可塑性机制
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４２　基于介观尺度可塑性的犛犖犖优化
介观尺度的网络复杂性多表现在微环路级别，

描述的是多个突触、多个神经元之间的相互关系，如
侧抑制、自组织反向传播（ＳＢＰ）、多神经元之间的稳
态控制等．

我们之前的工作对这些方面展开了部分研究，
如文献［２５］中，提出了一种基于神经稳态的ＳＮＮ
学习方法，将局部的神经元输入和输出的稳态差异，
扩展到全局的能量函数，最终通过优化全局能量函
数最优，来实现单个节点的输入输出信息平稳．文献
［４８］中，对海马区的亚区如ＤＧ、ＣＡ３、ＣＡ１等建模，
分别构建层级、环状两个ＳＮＮ子网络，探讨了信息
经过层级信息处理后的信息降维（ＤＧ）、经过环状网
络信息处理后的知识存储和提取（ＣＡ３），以及经过
加权网络后的分类功能输出（ＣＡ１）等．三个亚区经
过分别训练并融合后的ＳＮＮ网络可以实现对
ＮＡＯ机器人实时观测到的带噪声图片的稳定脉冲
序列表征及高精度分类．文献［８７］中，针对ＳＮＮ训
练需要耗费大量样本的实际情况，设计出基于好奇
心的ＳＮＮ优化算法，通过加入可学习的好奇阈值，
指导ＳＮＮ网络动态地学习并区分哪些是常见而非
重要的样本、哪些是重要但是数量较少的样本，通过
结合上述的稳态调控，最终达到了低能耗、快速学习
的目的．
４３　基于宏观尺度可塑性的犛犖犖优化

宏观尺度的网络复杂性，表现在功能依赖的特
异性脑区环路建立、多脑区结构复用、功能协同、自
上至下的信度分配等．在这个尺度上，信息经过基础
的微观和介观尺度的信息处理，通过组合不同的微
环路，形成可以对某项具体认知任务起作用的功能
性信息处理回路．图５给出了一种多尺度ＳＮＮ的
建模示例，其中神经元、网络的不同时钟结构是
ＳＮＮ的重要特色之一．

遗憾的是，在生物网络的全局信息信度分配方
面，还没有发现类似人工网络中ＢＰ一样高效的全
局优化方法．一种观点认为，在生物体的遗传和后期
发育阶段就完成了大部分全局尺度的结构和功能优
化，后期主要依靠小部分微观（如ＳＴＤＰ）和介观（如
ＳＢＰ）的优化法则微调．另一种观点认为，类似于多
巴胺的小分子可以通过强化学习［１４１］环路实现对全
局信息的有效调控，主要作用于基底神经节等相关
脑区，通过丘脑的路由机制影响到其它脑区，如前额
叶、丘脑、海马等［１４２］．还有一种观点认为，生物网络
中无处不在的背景“噪声”，也是宏观尺度有助于

ＳＮＮ学习的有效指导信号．如对ＳＮＮ网络中加入
“噪声”扰动，将提高ＳＮＮ的运算性能及鲁棒性．且
“噪声”的影响是全方面的，可以发生在放电阈
值［１４３］，也可以是神经活动的随机干扰（如泊松噪声
扰动、均匀噪声扰动等）［１５］．全局背景噪声的类型、
产生的生物机制和作用还在进一步研究中．

除此之外，一些针对ＢＰ的变革方法，正在使得
ＢＰ朝向更加类生物、更加节能高效的方向发展，这
些努力可以理解为从人工智能到生物机理的反向
启发．

如目标传播（ＴＰ）［９８，１４４］，力图逐步地减弱ＢＰ过
程中对于各个梯度计算子部分的强限制，如必须函
数处处可微分、梯度求导矩阵要和前馈矩阵对称
（ＷｅｉｇｈｔＴｒａｎｓｐｏｒｔＰｒｏｂｌｅｍ）、误差只能从网络输
出层逐层反向传递到输入层等．随机反馈校准
（ＦｅｅｄｂａｃｋＡｌｉｇｎｍｅｎｔ，ＦＡ）［１４５］和差异目标传播
（ＤｉｆｆｅｒｅｎｃｅＴａｒｇｅｔＰｒｏｐａｇａｔｉｏｎ，ＤＴＰ）［１４６］突破了
梯度反传矩阵和前馈矩阵必须要对称的限制，且
可以用随机的矩阵来代替对称矩阵实现反馈过程
中的直接梯度传递．进一步的，直接反馈校准
（ＤｉｒｅｃｔＦｅｅｄｂａｃｋＡｌｉｇｎｍｅｎｔ，ＤＦＡ）［１４７］、直接差异
目标传播（ＤｉｒｅｃｔＤｉｆｆｅｒｅｎｃｅＴａｒｇｅｔＰｒｏｐａｇａｔｉｏｎ，
ＤＤＴＰ）①和直接随机目标校准（ＤｉｒｅｃｔＲａｎｄｏｍ
ＴａｒｇｅｔＰｒｏｐａｇａｔｉｏｎ，ＤＲＴＰ）［２４］等，描述了校准过程
可以不用逐层反向传播，而是输出误差可以直接通
过随机矩阵传递到每个输入隐层，有效地防止了梯
度消失和梯度爆炸的问题．这些改进的ＢＰ优化方
法［１０４］也将为ＳＮＮ宏观尺度的可塑性优化带来新
思路，同时也为生物网络本身是否存在类似的直接
目标传播给出了可能的生物探索新方向［２３］．

基于能量函数和误差函数的组合优化，也是实
现宏观尺度全局优化的有效途径．如文献［２７］提出
了网络的稳态传播模型，通过Ｓｌｅｅｐｐｈａｓｅ和Ｗａｋｅ
ｐｈａｓｅ的交替进行，在Ｓｌｅｅｐｐｈａｓｅ过程中实现能量
稳定传播，在Ｗａｋｅｐｈａｓｅ过程中实现网络误差传
递．通过在稳定和学习中逐步调整网络活动状态，并
最终通过类似微分Ｈｅｂｂ机制来将习得的知识从网
络活动中固化到突触权值中．此项工作也给了我们
很大的启发，并最终设计实现基于稳态控制的脉冲
神经网络优化模型［２５］．

宏观尺度的网络优化也和网络结构高度相关，
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实验结果发现，特异性的Ｍｏｔｉｆ类型和特定的网络
功能高度相关：如Ｍａｎｇａｎ发现前馈Ｍｏｔｉｆ的结构
类型和信息抽取功能高度相关［１４８］；Ｓｐｏｒｎｓ发现脑
网络中不同区域的Ｍｏｔｉｆ分布和不同脑区的功能之
间具有较为紧密的联系［５２］等．我们之前的工作
中［４７］，也描述了一种鼠脑全脑尺度的Ｍｏｔｉｆ计算方
法，该方法可以将不同的功能脑区、功能环路中的微
观尺度Ｍｏｔｉｆ提取出来，并离散化为１３类不同的
Ｍｏｔｉｆ分布，通过构建类似的Ｍｏｔｉｆ分布，可以增加
对原有脑区功能的理解，也和已有的生物网络的统
计发现保持了一致［１４９］，如海马网络的循环连接模
式较为突出，其对应的循环Ｍｏｔｉｆ连接模式比例较
高．因此，采用Ｍｏｔｉｆ指导ＳＮＮ的网络结构构建，可
以最大限度地将生物的网络特性基础迁移到人工网
络中，方便研究各类网络的异同和对生物智能计算
的本质贡献．

上述这些方法从功能和结构等方面入手，都在
使得宏观尺度的脉冲网络优化思路越来越清晰，慢
慢朝向高效且生物合理的优化方向发展．未来，随着
越来越多的多尺度生物结构约束或功能启发机制加
入进来，ＳＮＮ中的信度分配将有可能有效覆盖全部
网络输出、网络隐层状态、局部神经节点等，为实现
更加复杂、更加智能的新一代人工神经网络提供生
物启发的优化理论支撑．

５　总结及展望
脉冲神经网络（ＳｐｉｋｉｎｇＮｅｕｒａｌＮｅｔｗｏｒｋ，ＳＮＮ）

包含具有时序动力学特性的神经元节点、稳态可塑
性平衡的突触结构、功能特异性的网络环路等，高度
借鉴了生物启发的局部非监督（如脉冲时序依赖可
塑性）、全局弱监督（如多巴胺奖赏学习）的生物优化
方法，具有较强的非线性时空计算、异步时序事件信
息处理、自组织学习、低能耗计算等特点．

脉冲神经网络独特的信息编码模式，将启发现
有的人工神经网络逐步从以网络环路为重心，到节
点环路并重的编码方向发展．生物神经元的膜电位
编码符合动力学特性，不同类型的神经元具有功能
特异性，因此，也可以参考不同脑区、不同功能环路
的主要神经元类型，来定制化地构建符合特定期望
功能的脉冲神经元模型，并以此来增强人工神经网
络编码的有效性．具有动力学优势的神经元将表现
出相对传统神经元更大的信息容量，可在节点内部
存储更多的历史状态信息，对研究网络的短时记忆、

工作记忆等都将有极大的帮助．
另一方面，脉冲神经网络独特的基于可塑性的

优化方法，将启发人工神经网络从单一的函数拟合
逐步过渡到通用的认知计算．

现有的人工神经网络，主要特点是“重拟合”而
“轻认知”．随着神经网络的拟合能力越来越强，人们
对于模型智能水平的评价呈现了从低到高再变低的
过程．当人工网络的拟合能力达到极致、甚至超过了
人类单一任务的最高水平，人工神经网络的诸多认
知相关的问题便逐渐凸显：如增量学习能力差；鲁棒
性差，特别对噪声或者通过对抗网络学习到的对抗
图片的攻击无能为力；认知能力差，不能自组织理解
复杂背景，不能根据抽象运动轨迹高效联想复杂行
为动作等．

这些问题出现的主要原因之一，在于人工神经
网络的设计之初，从网络结构到学习方法等都是根
据单一的以性能最优为目标来学习的，因此往往在
实际应用的过程中，展现出很多的反常识、不类人、
不智能的识别结果．

通过借鉴多尺度可塑性机制，特别是微观和介
观尺度的自组织学习，脉冲神经网络可以同时满足
生物的结构和功能约束，并逐步在类人水平的认知
能力方面取得进步．

脉冲神经网络将不会拘泥于生物计算本身，还
将从已有的深度学习、最优化理论等方面获得启发，
如高效的ＢＰ、ＴＰ、强化学习、遗传演化等全局优化
方法．在数学理论层面，探讨生物计算和人工计算深
度融合的可能，因此，脉冲神经网络的发展目标不是
构建人工神经网络的生物版本替代品，而是通过脉
冲神经网络的优化理论突破，为构建下一代具有认
知特色的高效人工智能模型奠定理论基础，在神经
动力学、自组织学习、多模态时空信息融合、鲁棒信
息表征等方面取得突破进展．另一方面，脉冲神经网
络的有效优化理论的建立，还将反向启发生命科学
中的科学发现，如有关学习记忆的可塑性机制、长程
连接的作用机制、多脑区信息协同的机制等．
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ｔｏｗａｒｄｇｅｎｅｒａｔｉｎｇａｃｏｍｐｒｅｈｅｎｓｉｖｅｂｒａｉｎｃｅｌｌａｔｌａｓ．Ｎｅｕｒｏｎ，
２０１７，９６（３）：５４２５５７

［１４０］ＢｒｅｎｄｅｌＷ，ＢｏｕｒｄｏｕｋａｎＲ，ＶｅｒｔｅｃｈｉＰ，ｅｔａｌ．Ｌｅａｒｎｉｎｇｔｏ
ｒｅｐｒｅｓｅｎｔｓｉｇｎａｌｓｓｐｉｋｅｂｙｓｐｉｋｅ．ＰＬｏＳＣｏｍｐｕｔａｔｉｏｎａｌ
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